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データサイエンスは幅広い

データサイエンスは

データを扱う分野の

複合で構成されている

本講演では機械学習

と統計学の考え方の

違い（個人的見解）を

一例で紹介した後、

機械学習の基本である

ベイズモデルを簡単に

解説する
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スポーツ選手の誕生月

下表の各スポーツの誕生月別選手数のデータについて、

『選手の誕生月が概ね均等に分布している』と思われるか

どうかをスポーツ種目ごとに自分の主観で答えてください

誕生月 4月 5月 6月 7月 8月 9月 10月11月12月 1月 2月 3月

野球 90 99 95 93 87 66 58 47 60 41 37 40

バレーボール 35 55 41 43 40 42 29 24 30 28 22 23

バスケット 28 16 17 21 16 12 17 7 8 12 9 9

ゴルフ 7 5 4 16 10 10 8 6 11 11 8 7

スキー 16 22 23 24 19 16 13 19 13 21 18 18

柔道 23 35 28 31 29 17 25 17 16 17 11 17

ボクシング 21 17 15 25 29 25 24 22 20 14 23 22

プロレス 4 5 5 5 9 12 8 7 12 8 7 9

ジョッキー 7 3 9 12 12 13 15 21 11 11 23 28

誕生月 4月 5月 6月 7月 8月 9月 10月11月12月 1月 2月 3月

野球 90 99 95 93 87 66 58 47 60 41 37 40

バレーボール 35 55 41 43 40 42 29 24 30 28 22 23

バスケット 28 16 17 21 16 12 17 7 8 12 9 9

ゴルフ 7 5 4 16 10 10 8 6 11 11 8 7

スキー 16 22 23 24 19 16 13 19 13 21 18 18

柔道 23 35 28 31 29 17 25 17 16 17 11 17

ボクシング 21 17 15 25 29 25 24 22 20 14 23 22

プロレス 4 5 5 5 9 12 8 7 12 8 7 9

ジョッキー 7 3 9 12 12 13 15 21 11 11 23 28
統計学 「表のデータが『均等な分布から得られた』という

仮説が確率的に妥当かどうか判定したい（仮説検定）」

機械学習「分布が均等かどうかは考えずに、新たな選手の

誕生月を予測したい」（統計学以上に予測を重視する）

誕生月 4月 5月 6月 7月 8月 9月 10月11月12月 1月 2月 3月

野球 90 99 95 93 87 66 58 47 60 41 37 40

バレーボール 35 55 41 43 40 42 29 24 30 28 22 23

バスケット 28 16 17 21 16 12 17 7 8 12 9 9

ゴルフ 7 5 4 16 10 10 8 6 11 11 8 7

スキー 16 22 23 24 19 16 13 19 13 21 18 18

柔道 23 35 28 31 29 17 25 17 16 17 11 17

ボクシング 21 17 15 25 29 25 24 22 20 14 23 22

プロレス 4 5 5 5 9 12 8 7 12 8 7 9

ジョッキー 7 3 9 12 12 13 15 21 11 11 23 28
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一様性の検定

データが各区分に均等に分布しているかどうかを、次の

一様性の検定（カイ二乗適合度検定）により判定する

k個の区分の度数がそれぞれ n1, n2,…, nk（合計 n ）のとき、

帰無仮説：各区分の所属確率は均等、対立仮説：左記以外

の有意水準5%での仮説検定は、次のカイ二乗検定統計量

X = σ𝑖=1
𝑘 (ni－n/k)2

n/k
（n/kは各区分の度数の期待値）

が棄却域X > χ2
5%(k－1)に入れば棄却（均等でないと言える）、

採択域に入れば採択（均等でないとは言えない）と結論する

※ χ2
5%(k－1)は自由度k－1の χ2分布の上側5%点

一様性の検定
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χ2 （カイ二乗）分布の上側5%点

k = 12のときXが従う自由度 k－1 = 11

の χ2分布の上側5%点 χ2
5%(k－1)

χ2
5%(k－1) 

||

19.675

上側
確率
5%

95% 5%

採択域 棄却域

前頁のカイ二乗検定統計量Xは、近似的に自由度 k－1の

χ2分布に従い、各区分の度数が不均等なほど大きくなる

確
率
密
度
関
数
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スポーツ選手の誕生月（一様性の検定）

種目ごとに一様性の検定を行った結果は下表の通り

（棄却域： X > χ2
5%(12－1) = 19.675に入れば棄却（均等でない）、

採択域： X ≤ 19.675に入れば採択（均等でないと言えない）と

いう結論となる）

誕生月 4月 5月 6月 7月 8月 9月10月11月12月1月 2月 3月 計 カイ二乗検定統計量 結論

野球 90 99 95 93 87 66 58 47 60 41 37 40 813 92.13653137 棄却

バレーボール 35 55 41 43 40 42 29 24 30 28 22 23 412 32.40776699 棄却

バスケット 28 16 17 21 16 12 17 7 8 12 9 9 172 28.79069767 棄却

ゴルフ 7 5 4 16 10 10 8 6 11 11 8 7 103 13.62135922 採択

スキー 16 22 23 24 19 16 13 19 13 21 18 18 222 7.72972973 採択

柔道 23 35 28 31 29 17 25 17 16 17 11 17 266 27.14285714 棄却

ボクシング 21 17 15 25 29 25 24 22 20 14 23 22 257 9.848249027 採択

プロレス 4 5 5 5 9 12 8 7 12 8 7 9 91 10.14285714 採択

ジョッキー 7 3 9 12 12 13 15 21 11 11 23 28 165 39.87272727 棄却

誕生月 4月 5月 6月 7月 8月 9月10月11月12月1月 2月 3月 計 カイ二乗検定統計量 結論

野球 90 99 95 93 87 66 58 47 60 41 37 40 813 92.13653137 棄却

バレーボール 35 55 41 43 40 42 29 24 30 28 22 23 412 32.40776699 棄却

バスケット 28 16 17 21 16 12 17 7 8 12 9 9 172 28.79069767 棄却

ゴルフ 7 5 4 16 10 10 8 6 11 11 8 7 103 13.62135922 採択

スキー 16 22 23 24 19 16 13 19 13 21 18 18 222 7.72972973 採択

柔道 23 35 28 31 29 17 25 17 16 17 11 17 266 27.14285714 棄却

ボクシング 21 17 15 25 29 25 24 22 20 14 23 22 257 9.848249027 採択

プロレス 4 5 5 5 9 12 8 7 12 8 7 9 91 10.14285714 採択

ジョッキー 7 3 9 12 12 13 15 21 11 11 23 28 165 39.87272727 棄却

誕生月 4月 5月 6月 7月 8月 9月10月11月12月1月 2月 3月 計 カイ二乗検定統計量 結論

野球 90 99 95 93 87 66 58 47 60 41 37 40 813 92.13653137 棄却

バレーボール 35 55 41 43 40 42 29 24 30 28 22 23 412 32.40776699 棄却

バスケット 28 16 17 21 16 12 17 7 8 12 9 9 172 28.79069767 棄却

ゴルフ 7 5 4 16 10 10 8 6 11 11 8 7 103 13.62135922 採択

スキー 16 22 23 24 19 16 13 19 13 21 18 18 222 7.72972973 採択

柔道 23 35 28 31 29 17 25 17 16 17 11 17 266 27.14285714 棄却

ボクシング 21 17 15 25 29 25 24 22 20 14 23 22 257 9.848249027 採択

プロレス 4 5 5 5 9 12 8 7 12 8 7 9 91 10.14285714 採択

ジョッキー 7 3 9 12 12 13 15 21 11 11 23 28 165 39.87272727 棄却
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スポーツ選手の誕生月（予測）

先ほどのデータから、各種目の新たな選手の誕生月

を予測（各月の確率を相対度数などで評価）すること

ができる

データが少ない種目の場合、相対度数をそのまま

確率にして予測すると極端な予測になりやすい

⇒極端な予測を回避する１つの方策として、

ベイズモデルを用いた予測方法を紹介する

誕生月 4月 5月 6月 7月 8月 9月 10月11月12月 1月 2月 3月 計

度数 8 6 7 6 4 4 5 4 2 0 3 1 50

相対度数 0.16 0.12 0.14 0.12 0.08 0.08 0.10 0.08 0.04 0.00 0.06 0.02 1.00

度数0の月が誕生月となる確率を0と予測して良いのか↑

誕生月データ例
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ベイズモデル入門：コイン投げシミュレーションゲーム

統計ソフトウェアRを用いて次のゲームを行います

Step. 1統計ソフトを用いて 0 以上 1以下の一様乱数を

生成して p とおく（皆さんには知らされません）

Step. 2 表が出る確率 pのコインを 2回投げるシミュレー

ションを乱数で行い、表が出た回数 Xを画面に表示する

Step. 3表が出る確率 pの値を皆さんで予想してください

© 2016 The R Foundation
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シミュレーションによる考察

ゲームを10万回分シミュレートして、 p と Xの実現値

の分布を確認する

X = 2 となった p （33,241個、平均0.75）

X = 1 となった p （33,478個、平均0.50）

X = 0 となった p （33,281個、平均0.25）

Step. 1で生成された pの値のヒストグラム Step. 2で生成されたXの値で色分け
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最良の推定値

X = x となった pのシミュレーション値 p1,…, pN に対し

平均二乗誤差
1

𝑁
σ𝑖=1
𝑁 ( ොp−pi)

2を最小にする ොpは

ොp = തp= 
1

𝑁
σ𝑖=1
𝑛 pi （シミュレーション値の平均値）である

証明：平均二乗誤差
1

𝑁
σ𝑖=1
𝑁 ( ොp −pi)

2を変形すると

1

𝑁
σ𝑖=1
𝑁 ( ොp −pi)

2 = 
1

𝑁
σ𝑖=1
𝑁 {( ොp − തp) − (pi −തp)}2

= (ොp − തp)2 −
2

𝑁
(ොp− തp)σ𝑖=1

𝑁 ( pi− തp) +
1

𝑁
σ𝑖=1
𝑁 ( pi− തp)2

= (ොp − തp)2 +
1

𝑁
σ𝑖=1
𝑁 ( pi− തp)2 ≥  

1

𝑁
σ𝑖=1
𝑁 ( pi− തp)2

となるので、 ොp = തpのとき平均二乗誤差が最小となる

定理



11

シミュレート数を無限に増やすと・・・

生成数を増やし階級幅を狭くすると、ヒストグラム※は

乱数を生成する分布の確率密度関数へと近づいていく

※柱の高さを密度 = 相対度数÷柱の幅とすることで、

柱の総面積（柱の面積 =柱の幅×高さ =相対度数の総和）

が 1（全確率）に固定される

Step. 1で生成された pの値のヒストグラム

pの生成数を無限にした極限

p の確率密度関数 f (p) = 1 (0 ≤ p ≤ 1)

密
度

確
率
密
度
関
数
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シミュレート数を無限に増やすと・・・

pの値に対するXの生成確率（条件付き確率）：

P(X = 0 | p) = (1－p)2, P(X = 1 | p) = 2p(1－p), P(X = 2 | p) = p2

上式の pに関する期待値で P(X = x)（周辺確率）を得る：

P(X = x) 0 =
1

P(X = x | p) f (p)dp = 1/3  (x = 0, 1, 2)

Step. 2で生成されたXの値で色分け

密
度

確
率
密
度
関
数

p, Xの生成数を無限にした極限

どの色の面積（X = 0,1,2をとる確率）も1/3

p

P(X = 2| p) f (p) = p2

P(X = 1| p) f (p)

= 2p(1－p)

P(X = 0| p) f (p)

= (1－p)2
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Xの値で分けた pの分布

Xの値ごとに pを分けてヒスト

グラムを描く

縦軸を密度 = 
相対度数
階級幅

として

総面積 = 1（全確率）にすると、

それぞれ次の確率密度関数

（事後密度）へと近づいていく

f (p | X = x) = 
P(X = x | p) f (p)

P(X = x)

= ൞

3p2 x = 2のとき

6p(1－p) x = 1のとき

3(1－p)2 x = 0のとき

X = 0 となった p

f (p | X = 0) = 3(1－p)2

X = 1 となった p

f (p | X = 1) = 6p(1－p)

X = 2 となった p

f (p | X = 2) = 3p2

密
度

密
度

密
度
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Xの値で分けた pの分布

f (p | X = 0) =
P(X = 0 | p) f (p)

P(X = 0)

= 3(1－p)2

f (p | X = 1)

= 
P(X = 1 | p) f (p)

P(X = 1)
= 6p(1－p)

f (p | X = 2)

= 
P(X = 2 | p) f (p)

P(X = 2)
= 3p2

事
後
密
度

事
後
密
度

事
後
密
度

p

p

p

面積1

面積1

面積1

事後密度（前頁の密度の極限）

はP(X = x | p) f (p)に比例するが、

総面積を1（全確率）にするため

P(X = x) 0 =
1

P(X = x | p) f (p)dp

で割ることで前頁の式となる

（ベイズの定理と呼ばれる）
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Xの値ごとの pの推定値

f (p | X = 0) = 3(1－p)2

f (p | X = 1)

= 6p(1－p)

f (p | X = 2) = 3p2

E(p | X = 2) = 3/4

E(p | X = 1) = 1/2

E(p | X = 0) = 1/4

事
後
密
度

最良の推定値（Xの値ごとの

pの平均）のシミュレート数を

無限に増やしたときの極限は、

pの事後密度に関する平均

（pに対する二乗誤差の期待値

を最小にする最良の推定値で

ベイズ推定値という）となる

E(p | X = x) = 0
1
p f (p | X = x)dp

= ቐ
3/4 x = 2のとき
1/2 x = 1のとき
1/4 x = 0のとき

事
後
密
度

事
後
密
度
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ベイズモデル

このゲームの pとXの階層構造はベイズモデルと呼ばれる：

パラメータを生成する事前分布： f (p) = 1  (0 ≤ p ≤ 1)

データを生成する観測モデル：P(X = x | p) = 2Cx p
x(1－p)2－x

p = 0.3

x

事
前
密
度

f(
p

)

確
率
関
数

P
(X

=
x

|p
 =

 0
.3

)

事前分布による
パラメータp

の生成

観測モデルによる
データ X

の生成

f (p) = 1 (0 < p < 1)

p = 0.5 p = 0.9

x x

確
率
関
数

P
(X

=
x

|p
 =

 0
.5

)

確
率
関
数

P
(X

=
x

|p
 =

 0
.9

)
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コイン投げシミュレーションゲームまとめ

次のゲームについて以下の問いに答えよ

Step. 1 0以上1未満の一様分布（事前分布）から乱数を

生成して p とおく（確率密度関数 f (p) = 1 (0 ≤ p ≤ 1) ）

Step. 2 表が出る確率 pのコインを 2回投げて表が出た数

をX とおく（確率 P(X = x | p) = 2Cx p
x(1－p)2－x (x = 0,1,2) ）

問1：X = x (x = 0,1,2)となる確率（周辺確率）は？

問2：X = x (x = 0,1,2)となる pが従う分布（事後分布）は？

問3：X = x (x = 0,1,2) となったときの pのベイズ推定値

（平均二乗誤差を最小にする意味で最良の推定値）は？
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コイン投げシミュレーションゲームのまとめ

問1：X = x (x = 0,1,2)となる確率（周辺確率）は？

P(X = x) 0 =
1

P(X = x | p) f (p)dp = 
1
3

問2：X = x (x = 0,1,2)となる pが従う分布（事後分布）は？

f (p | X = x) = 
P(X = x | p) f (p)

P(X = x)
= 

3!
x!(2－x)!

px(1－p)2－x (0 ≤ p ≤ 1)

問3：X = x (x = 0,1,2) となったときの pのベイズ推定値は？

E(p | X = x) = 0
1
p f (p | X = x)dp = 

x+ 1
4

ベイズの定理 ベータ分布
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コイン投げシミュレーションゲームのまとめ（一般化）

コイン投げの回数を n回へと一般化すると次の結果となる

（P(X = x | p) = nCx px(1－p)n－x (x = 0,1,…,n) ）

問1：X = x (x = 0,1,2)となる確率（周辺確率）は？

P(X = x) 0 =
1

P(X = x | p) f (p)dp = 
1

n + 1

問2：X = x (x = 0,1,2)となる pが従う分布（事後分布）は？

f (p | X = x) = 
P(X = x | p) f (p)

P(X = x)
= 

(n+ 1)!
x!(n－x)!

px(1－p)n－x

問3：X = x (x = 0,1,2) となったときの pのベイズ推定値は？

E(p | X = x) = 0
1
p f (p | X = x)dp =

x+ 1
n + 2
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スポーツ選手の誕生月（予測）

誕生月の予測についても、各月の確率が合計1となる

範囲で一様な分布を事前分布として仮定した場合の

各月の確率の最良な推定値が次式で得られる

i月が誕生月の確率の推定値＝
i月が誕生月の度数＋１
度数の合計＋１２

誕生月 4月 5月 6月 7月 8月 9月 10月11月12月 1月 2月 3月 計

度数 8 6 7 6 4 4 5 4 2 0 3 1 50

相対度数 0.16 0.12 0.14 0.12 0.08 0.08 0.10 0.08 0.04 0.00 0.06 0.02 1.00

度数＋１ 9 7 8 7 5 5 6 5 3 1 4 2 62

確率の推定値 0.15 0.11 0.13 0.11 0.08 0.08 0.10 0.08 0.05 0.02 0.06 0.03 1.00
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まとめ

統計学はデータを生成する確率的な構造の検証

に興味が注がれるのに対して、機械学習はタスク

（多くの場合は予測）の達成に主な焦点が当たる

統計学でも機械学習でもベイズモデルは重要な

基礎であり、発展的かつ実用的なベイズモデルが

多種多様に存在する

時系列モデル（状態空間モデル）

時空間モデル → 佐野さんのご発表

因果推論（グラフィカルモデル）

クラスタリング（テキストマイニング等）
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おまけ：ベイズモデルの応用例（状態空間モデル）

状態空間モデル：時系列データに対するベイズモデル

例）体重測定から測定誤差を除いた真の体重変化を推定

時点 tの真の体重： μt = μt－1 + ηt （ηtは前日からの増減）

時点 tの体重測定： yt = μt + εt （εt は測定誤差）

μ1

μ2

μ3

μ4

y1

y2

y3

y4
μ5

y5

時間

体
重

+ η2

+ η3
+ η4

+ η5+ ε1

+ ε2

+ ε3

+ ε4 + ε5

データ
（体重測定値）

パラメータ
（真の体重）
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おまけ：ベイズモデルの応用例（状態空間モデル）

過去から現在までの真の体重 μtの変化を、データ

（体重計測値） ytに基づいて推定した

各時点の μtの推定値とその95%信頼区間が得られ、

期間内の真の体重の増減を議論することができる

真の体重 μtの
95%信頼区間


